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INTRODUCCIÓN



PAUTA

PRIMERA PRESENTACIÓN
▸ PRESENTACIÓN DE JUANITO (PROBLEMA DE MERCADO PÚBLICO 

LICITACIONES)

▸ DÓNDE ESTÁN LOS DATOS (EXPLICACIÓN OBTENCIÓN DATA)

▸ CÓMO RESOLVEMOS EL PROBLEMA (ARMAMOS UN MODELO QUE HACE…)

▸ OBTENEMOS LOS SIGUIENTES RESULTADOS 



PAUTA

PRIMERA PRESENTACIÓN
▸ PROBLEMA / DESAFÍO  (MUCHA DIAPO EXPLICANDO EL PROBLEMA)

▸ Marco/Escenario - Mercado Público
▸ Problema - Identificar oportunidades para ofrecer productos 
▸ Acercamiento analítico - Data disponible (EDA)

▸ METODOLOGÍA EMPLEADA
▸ Estrategia - Selección de variables categóricas y tratamiento variable 

descripción con técnicas de NLP
▸ Preparación Data - transformación, desbalance clases,  alta dimensionalidad

▸ MODELAMIENTO
▸ Estrategia - iteración prueba/error modelos seleccionados

▸ EVALUACIÓN
▸ Estrategia - evaluación resultado métricas y estabilidad del modelo



JUANITO
QUIÉN ES



¡Hoy será un gran día, nada puede malir sal!



Sé muy bien lo que 

hago, me sale casi 

automático.



Son solo 999 

descripciones al 

día lo que tengo 

que leer, eso no 

es nada para mí.



DESAFÍO A RESOLVER

¿Cómo puedo identificar 

oportunidades de negocio 

en el mercado público?

¿Se puede dar una solución con Machine Learning?



¡POR SUPUESTO!

Data scientist

DESAFÍO A RESOLVER



JUANITO 2.0
MODELO DE APRENDIZAJE SUPERVISADO



PRODUCTOS DE LA EMPRESA 
“Xs”

LECHE

ARROZ

LECHUGA

POLLO

LICITACIONES PASADAS

Productos 
Licitados

Resultado 
Empresa “Xs”

Leche SI

Patata NO

Leche NO

Arroz SI

PREDICCIÓN MODELO

Productos 
Licitados

Resultado 
Predicción

Arroz SI

Patata NO

Leche SI

Pollo SIPOWERED BY 



ESQUEMA SENCILLO PROCESO, MARCO DE 
MERCADO PUBLICO Y ACTORES, LICITACION 
BENEFICIAROS CLIENTMETRICA JUANITO 

TODO



 ¿A quién va 
dirigido el 
proyecto?



BENEFICIARIO

QUIENES SON LOS BENEFICIARIOS
▸ Clientmetrica

▸ empresa chilena de tecnológica que 
provee productos y servicios de analytics 
a empresas medianas y pequeñas. 

13.000
SKU’s

▸ Cliente Beneficiario (anónimo)
▸ Empresa de materiales y productos de seguridad industrial
▸ Participa en Mercado Público 
▸ Mix amplio de productos
▸ Prospección manual de productos



MERCADO OBJETIVO - LICITACIONES PÚBLICAS

MERCADO PÚBLICO

▸ ¿QUÉ ES mercadopublico.cl ?

▸ Plataforma transaccional: gestiona las 
compras del estado. 

▸ Licitaciones Públicas: busca 
transparentar la compra de bienes y 
servicios del estado.

$15 MILLONES USD
GASTO TOTAL 2021

1,6 mm TOTAL 
TRANSACCIONES



MERCADO OBJETIVO - LICITACIONES PÚBLICAS

MERCADO PÚBLICO - TAMAÑO MERCADO
▸ EVOLUCIÓN DE GASTO (USD Miles) TRANSADO POR AÑO Y TAMAÑO 

EMPRESAS



MERCADO OBJETIVO - LICITACIONES PÚBLICAS

MERCADO PÚBLICO - ¿QUIÉNES COMPRAN?
▸ 850 ORGANISMOS DEL ESTADO (15.000 compradores) 

5.365

3.359

2.798

696

2.664

60

69



MERCADO OBJETIVO - LICITACIONES PÚBLICAS

MERCADO PÚBLICO - MECANISMOS COMPRAS

9.734

3.438

1.512

23



 ¿Cómo resolvimos 
el problema?



RESOLUCIÓN DEL PROBLEMA

ESTRATEGIA PARA ABORDAR EL DESAFÍO
▸ Definiciones 

▸ Brainstoming 
▸ Planificación de proyecto y definición de objetivos
▸ Selección de metodología y herramientas

▸ Herramientas
▸ Miro → Mapa mental, brainstorming, diseño de flujos
▸ Trello → definición de tareas, coordinación y seguimiento de actividades
▸ Github → Control de versionamiento
▸ Lenguaje → Python
▸ VSCode → Ide para progamación del código
▸ Librerias → Pandas, NumPy, Sklearn, NLTK, XGBoost, Matplotlib, Regex



METODOLOGÍA DS
COMO RESOLVER EL PROBLEMA



METODOLOGÍA DS

CICLO DATA SCIENCE



METODOLOGÍA DS

CICLO DATA SCIENCE
▸ Herramientas y Técnicas

▸ APIs, CSV, SQL
▸ Lenguaje Python
▸ Limpieza data
▸ Creación Variables
▸ NLP
▸ Bag of Words
▸ Reducción de 

dimensionalidad (PCA)
▸ Balance Muestreo (SMOTE)
▸ GridSearch
▸ Algoritmos de ML (Reg. 

Logística+XGBoost)



ACERCAMIENTO ANALÍTICO - IDENTIFICACIÓN DEL PROBLEMA

DEFINICIÓN DEL PROBLEMA
▸ PROBLEMA

▸ Dificultad para detectar licitaciones (1000 diarias) en las 
cuales se puedan ofrecer alguno de los productos 
(13mil SKU’s) del cliente.

▸ DATOS
▸ Historia de participación del cliente en licitaciones
▸ Casos (licitaciones) marcados por el cliente si aplican o 

no participar
▸ Catálogo de productos del cliente

▸ ESTRUCTURA
▸ Supervisado (contamos con label de los casos)
▸ Clasificación (licitación aplica o no)

Filtrado

Reconocimiento

Alto volumen

Buscador no 
permite filtrar por 

producto

Dificultad para 
leer campo 

descripción (texto 
libre)

Diariamente se 
publican cerca de 
1000 licitaciones

1



ACERCAMIENTO ANALÍTICO - OBJETIVO

OBJETIVO
▸ Crear un modelo de machine learning que clasifique, dentro de un listado de 

licitaciones públicas (de Chile), aquellas donde una empresa o persona pueda 
(o no) participar con su catálogo de productos y/o servicios.

▸ Objetivos Específicos

▸ Identificar fuentes de datos de licitaciones públicas de Chile

▸ Identificar variables 

▸ Construir algoritmo de clasificación 

▸ Grado de confianza mínimo del modelo

1



RECOLECCIÓN DATA

FUENTES DE DATOS
▸ Mercado Público

▸ historia de todas las licitaciones publicadas
▸ detalle de cada licitación con su resultado
▸ detalla quienes participaron en la licitación → identificando quién ganó
▸ detalle de los productos y servicios en cada licitación 

▸ Clientmetrica
▸ BBDD con marcas de productos en licitaciones que aplican o no 

2



RECOLECCIÓN DATA

MERCADO PÚBLICO
a) Portal transaccional web 

https://www.mercadopublico.cl/Home

b) Descarga de archivo planos 
https://datos-abiertos.chilecompra.cl/desc
argas/ordenes-y-licitaciones 

c) Mediante API API API API API API 
https://desarrolladores.mercadopublico.cl/
docs/services/ 

2

https://www.mercadopublico.cl/Home
https://datos-abiertos.chilecompra.cl/descargas/ordenes-y-licitaciones
https://datos-abiertos.chilecompra.cl/descargas/ordenes-y-licitaciones
https://desarrolladores.mercadopublico.cl/docs/services/
https://desarrolladores.mercadopublico.cl/docs/services/


RECOLECCIÓN DATA

CLIENTMETRICA
BBDD SQL 

a) Data histórica de Licitaciones

b) Tabla con licitaciones en las cuales el cliente puede participar marcadas 
con SI o NO 

Dataset de entrenamiento se construye a partir de historia previa 
(participación del cliente) y marcas “manuales” del cliente.  

IMPORTANTE: marcas manuales de licitaciones donde NO debe 
participar.

2



RECOLECCIÓN DATA

DATOS Variables Independientes

la más importante … que contiene el 
nombre verdadero del producto

→ Descripción (texto libre 😭)

Todas Categóricas!! → nombre producto (sí 
también es categórica)

Target!!

2



ANÁLISIS Y PREPARACIÓN DATA

ESTRATEGIA - EDA
▸ Rubros
▸ Mirada “completa” Mercado Público 
▸ Foco en ventas de cliente
▸ NLP sobre campo descriptivo
▸ NLP catálogo productos cliente
▸ Balance de label

3



▸ El Rubro de Salud es 
la categoría con 
mayor cantidad de 
registros (30%)

▸ Muestra (y su 
distribución) es 
representativa del 
universo de 
licitaciones.

ANÁLISIS DE LA DATA

EDA - Mercado Público
3



ANÁLISIS DE LA DATA

EDA - Mercado Público
Campo descripción

▸ Aún cuando el Rubro de 
Salud es el de mayor peso, 
existen palabras 
“genéricas” con mayor 
frecuencia, como servicio.

▸ Al transformar las palabras 
a su raíz (stemming) se 
mantienen las principales 
palabras pero surgen 
algunas palabras nuevas 
como quirurg, medic. 

3



ANÁLISIS DE LA DATA

EDA - Cliente 
Categorias

▸ Los registros de 
licitaciones se condicen 
con el sector Ventas 
centrado en productos 
industriales de seguridad 
y construcción. 

3



ANÁLISIS DE LA DATA

EDA - Cliente 
Campo descripción “limpio”

▸ Los productos que más se repiten 
en licitaciones en las cuales ha 
participado el cliente tienen 
relación con soldaduras, pintura, 
barra, acero, válvula. 

▸ Las palabras tienen relación con el 
catálogo de productos del cliente 

3



ANÁLISIS DE LA DATA

EDA - Cliente
Catálogo de Productos (SKU’s) “limpio”

▸ Los productos que más se repiten en 
el catálogo de productos tienen 
relación con herramientas, materiales 
y vestimenta de seguridad.

▸ La frecuencia tiene relación a 
variaciones del producto (ej. medidas, 
tallas)

▸ El sr. Parker es relevante en la 
ideación de productos industriales de 
seguridad 😂 

3



ANÁLISIS DE LA DATA

EDA - Balance label
▸ Existe un desbalance de la 

variable target respecto a 
sus marcas en las licitaciones
▸ 89,6% → NO
▸ 10,4% → SI

▸ Es de esperar dada la 
realidad de cómo se 
distribuyen las licitaciones 
(mayor peso área salud)

3



PREPARACIÓN DE LA DATA

LIMPIEZA DE DATOS 

▸ Cambio de nombre de columnas.

▸ Reemplazo de index por ID de productos licitados.

▸ Eliminación de NaNs.

▸ Retiro de registros duplicados.

4



ANÁLISIS Y PREPARACIÓN DATA

ESTRATEGIA - CONSTRUCCIÓN VARIABLES
▸ Categóricas → Dummies y selección de aquellas más relevantes

▸ Texto libre → Bolsa de Palabras normalizada

4



PREPARACIÓN DE LA DATA

CREACIÓN DE VARIABLES - CATEGÓRICAS
▸ Dummies 
▸ total valores únicos entre Rubro 1, 2, 3, nom_producto = 6366

4



PREPARACIÓN DE LA DATA

CREACIÓN DE VARIABLES - CATEGÓRICAS

▸ Catboost para 
selección de dummies

▸ Criterio de selección: 

importancia >= 
0.000000000001

▸ Resultado: reducción a 
113 variables 
categóricas (Rubro 1 
tiene mayor peso)

4



PREPARACIÓN DE LA DATA

CREACIÓN DE VARIABLES - DESCRIPCIÓN
▸ Procesamiento de texto (Regex+NLP)

se crean funciones para facilitar transformación

▸ mínusculas
▸ sacar tíldes
▸ caracteres especiales
▸ sacar stopwords

4

Regex + NLP



PREPARACIÓN DE LA DATA

CREACIÓN DE VARIABLES - DESCRIPCIÓN
luego de transformar el texto descriptivo se convierte a un array de frecuencia de 
palabras y se normaliza

▸ Bag of Words + TF-IDF
▸ 19.535 palabras/variables 

4



PREPARACIÓN DE LA DATA

CREACIÓN DE VARIABLES - DESCRIPCIÓN
se decide reducir la dimensionalidad de 
la bolsa de palabras

▸ Reducción de dimensiones 
utilizando PCA

▸ 1.000 componentes → 0,6
▸ 2.000 componentes → 0,75
▸ 5.000 componentes → 0,85
▸ 7.000 componentes → 0,9
▸ 10.000 componentes → 0,98

4



PREPARACIÓN DE LA DATA

BALANCE DE MUESTRAS 
▸ SMOTE

▸ Muestra:  “0” 90%      |      “1” 10%

▸ Estrategia de oversampling → 30%

4



PREPARACIÓN DE LA DATA

RESULTADO DATASET ENTRENAMIENTO
▸ 54.484 registros x 10.113 variables independientes

4



MODELADO
IMPACTO Y RESULTADO



MODELAMIENTO

ENTRENAMIENTO MODELOS

▸ ESTRATEGIA
▸ Modelos seleccionados - Regresión Logística, Naive Bayes, XGBoost
▸ Métricas - AUROC, Matriz de Confusión, Precisión, Sensibilidad
▸ Hiper Parámetros - Gridsearch
▸ Representatividad variable y en cada muestreo - CV (KFold)

5



MODELAMIENTO

ENTRENAMIENTO MODELOS

▸ VARIABLE A PREDECIR

5

¿Licito o no licito?
1 0



MODELAMIENTO

ENTRENAMIENTO MODELOS
5

● Grid Search

Hiper Parámetros

● Regresión Logística

● XGBoost

● Naive Bayes

Modelos

● AUROC
● Matriz de Confusión
● Precision y Recall
● Varianza de AUROC 

según muestras 
KFold con cross 
validation

Métricas

▸ ESTRATEGIA



MODELAMIENTO

ENTRENAMIENTO MODELOS

▸ MÉTRICAS

5

▸ Acuracy

▸ AUROC



 ¿Cuál fue el 
resultado?



EVALUACIÓN

EVALUACIÓN MODELOS

▸ ESTRATEGIA EMPLEADA
▸ Evaluación resultado métricas en Train y Test - Matriz de Confusión, AUROC, 

Precisión, Recall (sensibilidad)
▸ Estabilidad del modelo - varianza media de cada Fold utilizado en el Cross 

Validation
▸ Análisis de los errores FN, FP

▸ JUSTIFICACIÓN SELECCIÓN DEL MODELO
▸ Modelos seleccionados 

6



EVALUACIÓN

Iteración 1

▸ Sólo variables categóricas (sin campo descripción)

5

Modelo ROC Accuracy Precision 0 Precision 1 Recall
0

Recall
1

F1-score
0

F1-score
1

Regresión 
Logística

0,87 0,89 0,89 0.87 1 0.10 0.94 0,17

56



EVALUACIÓN

Iteración 2

▸ Creación variable campo descripción como bolsa de palabras reducido con PCA 
+ 1 variable categórica (Rubro1)

5

Modelo ROC Accuracy Precision 0 Precision 1 Recall
0

Recall
1

F1-score
0

F1-score
1

Regresión 
Logística

0,97 0,95 0,96 0.84 0.98 0.67 0.97 0,74

XGBoost 0,96 0,95 0,95 0.87 0.99 0.57 0.97 0,69
Naive 
Bayes

0,83 0,70 1 0.26 0.67 0.99 0.80 0,41

6



EVALUACIÓN

Iteración 3

▸ Idem iteración 2 + creación de variables categóricas seleccionadas con Catboost 

5

Modelo ROC Accuracy Precision 
0

Precision 
1

Recall
0

Recall
1

F1-score
0

F1-score
1

STD 
AUROC 
CV= 3

Regresión 
Logística

0,988 0,95 0,95 0.93 0.98 0.83 0.97 0,88 0.0011

XGBoost 0,96 0,90 0,90 0.92 0.98 0.62 0.94 0,74 0.0048

6



EVALUACIÓN

Iteración 4

▸ Idem iteración 3 pero se corrige desbalance de la muestra utilizando SMOTE

5

Modelo ROC Accuracy Precision 
0

Precision 
1

Recall
0

Recall
1

F1-score
0

F1-score
1

STD 
AUROC 
CV= 3

Regresión 
Logística

0,98 0,96 0.98 0.82 0.98 0.86 0.98 0.84 0.0021

XGBoost 0.98 0.97 0.98 0.86 0.98 0.82 0.98 0.84 0.0051

6



RESULTADOS

ANÁLISIS DE ERRORES

▸ FALSOS POSITIVOS para categorías específicas

-

56



ANÁLISIS DE DATA

ANÁLISIS DE ERRORES

▸ FALSOS NEGATIVOS para rubro con más licitaciones

-

56



CONCLUSIONES
RESULTADOS



RESULTADOS

MODELOS

▸ Modelo Seleccionado(Iteración 4)

Modelo ROC Recall
1

Regresión 
Logística

0,98 0.86

HIPERPARÁMETROS

solver ‘lbfgs’

c 1.00

max_iter 500

multi_class ‘OVR’

Penalty 12



 ¿Cuáles son 
entonces los 
beneficios 
esperados de 
Juanito 2.0?

POWERED BY 



RESULTADOS

VENTAJAS Y DESVENTAJAS DE JUANITO 2.0

VENTAJAS

•Clasifica correctamente
•Rapidez
•Pocos errores

DESVENTAJAS

•Falsas predicciones
•No es genérico
•Utiliza muchas variables
•Tiempo de entrenamiento



-  TIEMPO
-  ERRORES

+AUTOMÁTICO
=       - COSTOS

+ OPORTUNIDADES

BÚSQUEDA 
AUTOMATIZADA



RESULTADOS

CONCLUSIONES
▸ Es posible automatizar el proceso de búsqueda de oportunidades de negocio 

en licitaciones públicas mediante el uso de técnicas de machine learning. 

▸ El campo de descripción de la licitación (texto libre) es el más relevante al 
momento de clasificar de forma correcta una licitación como oportunidad de 
negocio. 

▸ Juanito resuelve la problemática de la búsqueda manual de un ser humano al 
reducir los tiempos y costos de búsqueda así como aumentar las oportunidades 
de negocios. 

▸ Juanito es capaz de detectar oportunidades donde el ser humano no es capaz 
de encontrar (debido a restricciones propias del ser humano).



RESULTADOS

QUÉ APRENDIMOS
▸ Como trabajar en equipo desarrollando un proyecto de data science

▸ Aplicar las distintas técnicas y herramientas que aprendimos durante el 
bootcamp

▸ Dependiendo de la problemática hay modelos que generan mejores resultados 
que otros

▸ Aprendimos a evaluar los errores de los modelos

▸ Pusimos en práctica y conocimos la utilidad de distintas herramientas como 
Github, VScode, Trello, Mural/Miro, distintas librerias en Python



RESULTADOS

TRABAJO FUTURO
▸ Buscar nuevas variables para hacer más genérica la clasificación del modelo.  

▸ Crear un diccionario para “normalizar” las palabras. 

▸ Incluir el catálogo de productos de la empresa.

▸ Modelo de recomendación para sugerencia de productos y precio a licitar.

▸ Modelo de tasa de éxito para poder ganar la licitación. 
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“Ley de Alzheimer de la 
programación: si lees 
un código que 
escribiste hace más de 
dos semanas, es como 
si lo vieras por primera 
vez”.

Via Dan Hurvitz 


